CAPITULO VI

Predicciones financieras basadas en analisis
de sentimiento de textos y mineria de opiniones

Argimiro Arratia*

En este capitulo se describe la mecanica basica para construir un modelo de prediccion
que utiliza indicadores de sentimiento derivados de datos textuales. Enfocamos nuestro
objetivo de predicciones en series de tiempo financieras y presentamos un conjunto
de hechos empiricos que describen las propiedades estadisticas de los indicadores de
sentimiento, con particular atencién en aquellos indicadores extraidos de noticias sobre
mercados financieros y cuya categorizacion de sentimientos se basa en diccionarios. El
objetivo general es proporcionar pautas para los profesionales en el mundo de las finan-
zas para la adecuada construccién e interpretacién de su propia informacién numérica
dependiente del tiempo y que representa la percepcién del publico hacia las empresas,
los precios de las acciones y los mercados financieros en general.
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1. INTRODUCCION

Hoy en dia existe una gran cantidad de companias tecnoldgicas financieras (fintech) que
ofrecen indices de sentimientos sobre los mercados, construidos a partir de opiniones
publicadas en periddicos electronicos, redes sociales, y otras fuentes de noticias en
Internet. Ademés ahora existen incontables fuentes de grandes cantidades de datos,
que estan en continuo crecimiento, y que nos permiten desarrollar estrategias basadas
en datos, en particular textos que recogen opiniones del publico, en lugar de simple-
mente replicar y actuar sobre modelos econométricos clasicos.

Estos datos temporales que cuantifican las emociones del publico general hacia com-
pafias que cotizan en bolsa, personalidades y eventos del mundo de las finanzas, son
utilizados por muchos inversores como informacion social en sus estrategias de compra
y venta en los mercados financieros. La extensa investigacién en finanzas conductuales
ha mostrado evidencia del hecho que los inversores reaccionan a las noticias, y que,
por lo general, muestran una mayor propension a hacer un movimiento de inversion
basado en malas noticias en lugar de buenas noticias (véase por ejemplo Chan, 2003;
Brown y Cliff, 2004; Baker y Wurgler, 2007; Kumar y Lee, 2006; Tetlock, 2007). Esta
actitud la atribuyen algunos autores a un rasgo de la psicologia humana (Baumeister et
al., 2001; Rozin y Royzman, 2001), y otros a una estrategia especifica de inversion en el
mercado de valores (Engelberg, Reed y Ringgenberg, 2012).

El anadlisis de sentimiento de textos o minerfa de opinidn trata con la categorizacion
de las opiniones expresadas en un texto. En el contexto financiero el propdsito es capturar
las emociones de los inversionistas hacia el mercado financiero expresadas en redes
sociales 0 medios informativos, y cuantificar estas emociones como variables numéricas
gue potencialmente seran predictoras del comportamiento de los mercados de valores.

Este objetivo es contrario al mantra de la teoria cldsica del mercado, que sostiene que
toda informacién se incorpora a los precios de las acciones tan pronto como se hace
publica. Sin embargo, cada vez existen méas indicios que apuntan a que la informacion
se difunde gradualmente a través de la poblacién de inversionistas y que esta difusién
gradual afecta los precios de las acciones. Estudios recientes demuestran que existe
alguna dependencia entre los precios del mercado y las historias publicadas por los
medios.

Entre los primeros trabajos que reportan alguna relacién, aunque débil, entre las noti-
cias sobre empresas y el movimiento del precio, o la volatilidad, de las acciones de
estas empresas tenemos los de Berry y Howe (1994) y de Mitchell y Mulherin (1994).
Ambos trabajos, publicados en 1994, no tratan el sentimiento en la noticia, sino la
relacién del volumen de estas con la volatilidad o el volumen de negociaciéon. Chan
(2003) si que analiza el tono de los titulares de noticias sobre compafias de diferentes
capitalizaciones y observa un incremento en la variabilidad del precio de las acciones



de companifas de mas baja capitalizacion después de la publicacién de noticias negati-
vas. El trabajo de Antweiler y Frank (2004) es pionero en el desarrollo de medidas de
sentimiento de noticias mediante métodos de aprendizaje automatico, para explicar el
comportamiento del precio de las acciones. Estos investigadores emplean un algoritmo
Naive Bayes para clasificar el sentimiento de los documentos a partir de un conjunto de
entrenamiento construido manualmente, y obtienen de esta clasificacién unas series
de sefiales de compra y venta para el mercado. Concluyen que si bien estas sefiales
pueden predecir la volatilidad del mercado, su capacidad predictiva de la variacién del
precio de las acciones es minima.

En 2007, Tetlock publica un serio andlisis de la técnica basada en Iéxicos, o “bolsa
de palabras” (bag-of-words), para clasificar los sentimientos implicitos en las noticias
del dmbito financiero (Tetlock, 2007). Esta técnica consiste en construir listas (bolsas)
de palabras, donde cada una de estas listas se asocia con una categoria (p.ej. posi-
tivo o negativo). Mediante una clasificacion de palabras basada en categorias extraidas
del Diccionario Psicosocial de Harvard, Tetlock cuantifica el optimismo y el pesimismo
contenido en la columna “Abreast of the Market” del Wall Street Journal y observa
que los niveles altos de pesimismo reflejado por el conjunto de las noticias predicen
caidas de los precios del mercado, a los que les sigue a continuacién un movimiento
inverso. Empleando técnicas similares basadas en diccionarios, Tetlock, Saar-Tsechansky
y Macskassy (2008) descubren que la proporciéon de palabras de carga negativa en las
noticias del Dow Jones News y Wall Street Journal predicen futuras variaciones en los
beneficios de las compafiias, lo cual explican como consecuencia del hecho de que el
contenido linguistico en las noticias financieras captura los aspectos dificiles de cuanti-
ficar de los fundamentales de una compafia que son répidamente incorporados en el
precio de las acciones.

Una mejora a los métodos de andlisis de sentimiento basados en diccionarios fue apor-
tada posteriormente por Loughran y McDonald (2011), quienes demostraron que las
listas de palabras desarrolladas para disciplinas sociales o humanisticas en general
(como los diccionarios Harvard) clasifican erréneamente las palabras comunes en tex-
tos financieros. Como alternativa Loughran y McDonald desarrollan listas de palabras
extraidas de los formularios anuales 10-K, con una carga sentimental positiva, negativa
y otras cuatro categorias que reflejan mas fielmente el tono en los textos financieros, y
muestran que la proporcién de palabras negativas en estos formularios 10-K afecta a la
baja los rendimientos de las acciones.

Si bien no existe un consenso general sobre la posibilidad de predecir los movimientos
en los precios de acciones en los mercados financieros mediante el analisis del senti-
miento de las noticias (véase una extensa discusién al respecto en (Schoen et al., 2013)),
el hecho relevante es que esta drea de investigacién es actualmente una de las mas
populares en el desarrollo de modelos de pronéstico que hacen uso de grandes masas
de datos, tanto a nivel académico como industrial.




2. LA MECANICA DEL ANALISIS DE SENTIMIENTO DE TEXTOS

Nuestra exposicion se centra en el andlisis de sentimientos de textos con referencia a un
sujeto. Esto significa que nuestro objetivo es determinar si un documento, o una frase
dentro de un documento, expresa emociones positivas, negativas o de otro tipo hacia
un sujeto especifico. Existen otras categorias de anélisis de sentimiento textual, las cua-
les se describen en el libro de texto de Liu (2015). En aplicaciones financieras, nuestros
sujetos de interés son empresas, mercados financieros, materias primas o cualquier otra
entidad con valor econémico. Esta informacién sentimental se utiliza para alimentar
modelos de prondstico de variables estocasticas que cuantifican el comportamiento del
sujeto de interés; p.ej. precios, volatilidad, u otros indicadores estadisticos financieros.

Se propone a continuacion un flujo de trabajo para construir modelos de prondstico
financiero basados en sentimientos extraidos de datos textuales. Este comprende las
siguientes etapas:

Creacidn y procesamiento de corpus textuales.

m Célculo del sentimiento.

Agregacién de valores de sentimiento y construccién de indicadores.

m Modelizacién.
2.1. Gestién del corpus textual

La primera tarea fundamental es la recopilacion de textos adecuados, y la aplicacion
de técnicas de mineria de texto para limpiar y categorizar los términos dentro de cada
documento. Los textos han de estar en formato electronico y cada documento ha de
tener un identificador Unico (por ejemplo, un nombre de archivo singular) y una marca
de tiempo (e.g. fecha y/o hora de su publicacién). Ademas, utilizando alguin esquema de reco-
nocimiento de entidades, se ha de identificar dentro de cada documento los sujetos
de interés (e.g. el nombre o ticker de compaiias cotizadas). De esta manera podremos
agrupar los documentos por sujeto comun, siendo posible que un mismo documento
aparezca en dos grupos diferentes pertenecientes a dos sujetos diferentes.

Ejemplo 2.1. Los sujetos (por ejemplo, el nombre de una empresa o un indicador de
su cotizacion-ticker) se pueden identificar mediante la concordancia de
palabras clave o técnicas de reconocimiento de nombres de entidades’.
Alternativamente, algunos proveedores de noticias como Dow Jones
Newswires incluyen etiquetas en sus archivos xml que indican la empresa
de la que trata la noticia.

! Consulte el software Stanford NER https:/nlp.stanford.edu/software/CRF- NER.shtml



2.2. Calculo del sentimiento

El analisis de sentimientos es basicamente un problema de clasificacion de textos. Por
lo tanto, se puede abordar este problema algoritmico de las dos formas posibles de
clasificacién mecanica: (1) aplicando un algoritmo de aprendizaje automatico supervi-
sado que se entrena con textos ya etiquetados como positivo o negativo (o cualquier
otra emocién); o (2) utilizar un método de clasificacién sin supervision basado en el
reconocimiento de algunos patrones sintacticos fijos, o palabras claves, que expresan
un sentimiento especifico (un diccionario o Iéxico de sentimiento). Esta Ultima solucién
es utilizada con mayor frecuencia por investigadores y profesionales de las finanzas.
Por lo tanto, en esta exposicion priorizamos la descripcion del método no supervisado
basado en |éxicos de sentimiento y Unicamente daremos algunas indicaciones a la lite-
ratura sobre el enfoque de aprendizaje automatico para la clasificacion de sentimientos.

2.2.1. Método no supervisado basado en Iéxicos para la clasificacion
de sentimiento

El componente clave de este método de clasificacion de texto es un conjunto de pala-
bras, o patrones sintacticos, que denotan un sentimiento especifico. Por ejemplo, la
positividad se expresa con palabras como bueno, admirable, mejor, ... y emoticonos
como : -) 0 ; -], y otros simbolos similares que se utilizan a menudo en mensajes cortos como
los de Twitter (Bifet y Frank, 2010; Go, Bhayani, y Huang, 2009). Estas bolsas de pala-
bras (como comiUnmente se les refiere en la jerga computista) conforman un lexicon de
sentimiento o diccionario. Un ejemplo de diccionario de términos que caracterizan los
sentimientos positivo y negativo, especifico al ambito financiero, es el recopilado por
Loughran y McDonald (2011), una muestra del cual se presenta en la Tabla 1.

Dado un sentimiento S (por ejemplo, positivo, negativo, ...), determinado por algin
léxico L(S), un algoritmo basico para asignar un valor numérico del sentimiento S a un
documento, es contar el nimero de apariciones de términos de L(S) en el documento.
Este nUmero da una medida de la fuerza del sentimiento S en el documento. Para
comparar las fortalezas de dos sentimientos diferentes en un documento, es acon-
sejable relativizar estos nimeros con el nimero total de términos en el documento.
Hay muchas mejoras de esta funcién basica de valoracién sentimental. Por ejemplo, si
se considera una escala de valores predeterminados para los términos en el Iéxico (en
lugar de que cada uno tenga el mismo valor de 1), o si se permiten valores negativos,
ademas de positivos, para capturar la direccién del sentimiento, o se hacen otras consi-
deraciones sobre el contexto donde, dependiendo de las palabras vecinas, los términos
del Iéxico pueden cambiar sus valores o incluso pasar de un sentimiento a otro. Por
ejemplo, bueno es positivo, pero no es bueno es negativo. Repasaremos algunas de
estas variantes, pero para una exposicion mas detallada, consulte el libro de texto
de Liu (2015) y sus referencias.




TABLA 1.

UNA MUESTRA DEL DICCIONARIO RECOPILADO POR LOUGHRAN Y MCDONALD (2011) A PARTIR DE REPOR-
TES 10-K. CONSTA DE 2355 TERMINOS NEGATIVOS Y 354 POSITIVOS

Negativo Positivo
Forbid Collaborates
Adversity Pleased
Intimidation Rewarding
Barred Stabilize
Distracted Gaining
Diminishes Profitably
Accusations Achieve
Overstating Effective
Declines Inventive
Aftermaths Revolutionize

Fuente: University of Notre Dame, Software Repository for Accounting and Finance (https://sraf.nd.edu/
textual-analysis/resources/)

Formalicemos ahora un esquema general para definir una serie temporal de valoraciones
de sentimiento para documentos con respecto a un objetivo especifico (por ejemplo,
una empresa o un instrumento financiero), basados en algin diccionario sentimental.
Tenemos a mano A = 1, ..., A léxicos L,, donde cada uno define un sentimiento. Tene-
mos K posibles sujetos y recopilamos un flujo de documentos en diferentes instantes de
tiempo ¢t =1, ..., T. Sea N, el nUmero total de documentos en el instante de tiempo .
Sea D, el n-ésimo documento, en el tiempo ¢y que menciona al k-ésimo sujeto, para
n=1,..,N,t=1,.Tyk=1,..K.

Filemos un lexicén L, y un sujeto G;. Se define un valor numérico del sentimiento
basado en el lexicon L, para el documento D,,; , en tiempo ¢y referente al sujeto G;
mediante la siguiente ecuacion:

1y
S, (A,k)=>wS,, (1,k) 1]
i=1

donde S;,.(4, k) es el valor de sentimiento asignado al i-ésimo término singular que apa-
rece en el documento y de acuerdo con el lexicon L, siendo este valor cero si el término
no esta en el lexicdn. I, es el nUmero total de términos en el documento D, y w; s un
peso, para cada término, que determina la forma en que se agregan las valoraciones de
sentimiento en el documento.

Ejemplo 2.2. Si S;n: = 1 (0 O si es el caso que el i-ésimo término no esta en el lexicén),
para todo i, y w; = 1/I, tenemos entonces la muy basica estimacion de la densidad de/



sentimiento en el texto utilizado, por ejemplo, en (Tetlock, Saar-Tsechansky y Macskassy,
2008, Loughran y McDonald, 2011) y muchos otros trabajos sobre anélisis de senti-
miento de textos, el cual da igual importancia a todos los términos en el lexicén. Un
esquema de ponderacion maés refinado, que refleja diferentes niveles de relevancia de
cada término con respecto al sujeto-objetivo, es considerar w; = dist(i, k)=, donde
dist(i, k) es una métrica de distancia entre el i-ésimo término y el k-ésimo sujeto, como
en (Ding, Liuy Yu, 2008).

El valor de sentimiento S;,, es un nimero real y puede descomponerse en factores v;s;,
donde v; es un nimero que representa un cambio de sentimiento (un cambiador de
valencia: una palabra que cambia los sentimientos en la direccion opuesta) y s, el valor
de sentimiento per se.

Sobre los cambiadores de valencia

Definidos originalmente y analizado su efecto contrario sobre el sentimiento calculado
en documentos de habla inglesa en (Polanyi y Zaenen, 2006), estas son palabras que
pueden alterar el significado de una palabra polarizada, y que pertenecen a una de
las cuatro categorias basicas siguientes: negadores, amplificadores, de-amplificadores
y conjunciones adversativas. Un negador invierte el signo de una palabra polarizada,
como en la frase: “esa empresa no es una buena inversidon”. Un amplificador intensi-
fica la polaridad de una oraciéon, como por ejemplo el adverbio definitivamente amplifica
la negatividad en el ejemplo anterior: “esa empresa no es definitivamente una buena
inversion”. Los de-amplificadores (también conocidos como reductores), por otro lado,
disminuyen la intensidad de una palabra polarizada (p. €j., “la empresa es apenas
buena como inversién”). Una conjuncién adversativa anula la polaridad de sentimiento
de la clausula precedente, p. €]., “Me gusta la empresa pero no vale la pena”.

{Debemos preocuparnos por los cambiadores de valencia? Si los cambiadores de valen-
cia ocurren con frecuencia en nuestros conjuntos de textos, entonces no considerarlos
en el célculo de las valoraciones de sentimiento en la ecuacién [1] generara una valo-
racion inexacta del sentimiento del texto. Mas aun en el caso de negadores y conjun-
ciones adversativas que invierten o anulan la polaridad del sentimiento de la oracién.

Para conjuntos de textos extraidos de redes sociales como Twitter o Facebook, se ha
observado que la ocurrencia de cambios de valencia, en particular de negadores, es
considerablemente alta (aproximadamente un 20% para varios trending topics?), por lo
que en este contexto es importante tener en consideraciéon este fendmeno gramatical.

En el &mbito financiero, hemos calculado la ocurrencia de los cambiadores de valencia
(en inglés) en una muestra de 1,5 millones de documentos del conjunto de Dow Jones

2 https://cran.r-project.org/web/packages/sentimentr/readme/README.html




Newswires. Los resultados de estos cdlculos, que se pueden ver en la Tabla 2, muestran
una baja incidencia de de-amplificadores y conjunciones adversativas (alrededor del
3%), pero los negadores aparecen en un nimero que puede merecer cierta atencién.

Creacién de léxicos de sentimiento

TABLA 2.
PORCENTAJE DE OCURRENCIA DE CAMBIADORES DE VALENCIA EN 1,5MM DOCS. DJN

Texto Negadores Amplificadores De-amplificadores Adversativas

DJN noticias 7,00 14,13 3,02 3,02

Un punto de partida para compilar un conjunto de palabras con una carga sentimental
especifica es utilizar un diccionario estructurado (preferiblemente en linea como Word-
Net®) que enumere sinénimos y anténimos para cada palabra. Luego comience con
algunas palabras seleccionadas (palabras claves) que conlleven un sentimiento espe-
cifico y continte agregando algunos de los sinénimos al conjunto, y al conjunto que
caracteriza al sentimiento contrario agregue los anténimos. Hay muchas formas inte-
ligentes de hacer esta expansién desde palabras claves (o semillas) de sentimiento uti-
lizando algun algoritmo de clasificacion supervisado para encontrar mas palabras que
conlleven una emocién similar. Un ejemplo es el trabajo de Tsai y Wang (2014) donde
tratan la expansion de un conjunto de palabras claves financieras utilizando el modelo
continuo de bolsa de palabras aplicado a los informes financieros anuales obligatorios,
conocidos como 10-K en EE. UU. Otro ingenioso esquema supervisado para construir
léxicos basado en la teoria de redes se expone en (Rao y Ravichandran, 2009). Para una
descripcién mas extensa sobre la creacidn de léxicos de sentimientos vease (Liu, 2015,
Cap. 7) y las referencias que alli se listan.

2.2.2. Método de aprendizaje automatico supervisado para la clasificacion
de sentimientos

Otra forma de clasificar textos es mediante el uso de algoritmos de aprendizaje auto-
maético, que se fundamentan en un modelo previamente entrenado para generar pre-
dicciones. A diferencia del método basado en diccionarios, estos algoritmos no estan
programados para responder de cierta manera segun las entradas recibidas, sino para
extraer patrones de comportamiento de conjuntos de datos de entrenamiento preti-
quetados. Los algoritmos internos que dan forma a la base de este proceso de apren-
dizaje tienen algunas componentes sélidamente fundamentadas en la Matematica y la
Estadistica, lejos de ser heuristicas arbitrarias. Algunos de los algoritmos de aprendizaje

3 https://wordnet.princeton.edu/



automdatico mds populares y robustos son Naive Bayes, Support Vector Machines y
Deep Learning. Las etapas para la clasificacién de sentimientos en textos, utilizando
modelos de aprendizaje automatico son las siguientes:

Desarrollo y preprocesamiento de un corpus de textos. El proceso de aprendizaje parte
de un corpus de textos clasificados manualmente, que después de la extraccién de
caracteristicas, sera utilizado por el algoritmo de aprendizaje automatico para encon-
trar los parametros que mejor se ajusten al modelo y evaluar la precisién en una etapa
de prueba. Es por esto que la parte mas importante de este proceso es el desarrollo de
un buen conjunto de textos de entrenamiento. Este debe ser lo mas grande posible y
representativo del conjunto de datos que se analizardn. Una vez obtenido el corpus, se
deben aplicar técnicas para reducir el ruido que generan las palabras sentimentales sin
sentido, asi como para aumentar la frecuencia de cada término mediante la derivacion
y lematizacién. Estas técnicas dependen del contexto al que se aplique. Esto significa
gue un modelo entrenado para clasificar textos de un campo determinado no podria
aplicarse directamente a otro. Por tanto, es de suma importancia tener un corpus clasi-
ficado manualmente lo mejor posible.

Extraccion de caracteristicas. El enfoque general para extraer caracteristicas consiste en
transformar el texto preprocesado en una expresién matematica basada en la deteccién
de la coocurrencia de palabras o frases. El texto transformado se divide en una serie
de caracteristicas, cada una de las cuales corresponde a un elemento del texto original de
entrada.

Clasificacion. Durante esta etapa, el modelo entrenado recibe un conjunto de caracte-
risticas alin no vistas para estimar una nueva clase.

Para més detalles sobre todo este procedimiento de aprendizaje consultese (Sebastiani,
2002; Liu, 2015).

Un ejemplo de algoritmo de aprendizaje automatico para el analisis de sentimiento en
textos es Deep-MLSA (Deriu et al., 2016, 2017). Este modelo consta de un clasificador
de red neuronal convolucional multicapa con tres estados que corresponden a senti-
mientos negativos, neutrales y positivos. Deep-MLSA se adapta muy bien a la corta
longitud y el caracter informal de los tweets de las redes sociales, y ha resultado ser el
mejor algoritmo de clasificacion de polaridad de mensajes en la seccién de ” Sentiment
Analysis in Twitter” de la competicion SemEval (Nakov et al., 2016).

2.3. Métodos para agregar valores de sentimiento y construir indicadores

Sean L, un lexicdn que caracteriza algun sentimiento y G, un sujeto-objetivo. Una vez
calculados los valores del L;-sentimiento para cada documento que menciona el sujeto




G, y siguiendo la rutina expuesta en la ecuacion [1], se procede a agregar estos valores
para cada instante de tiempo ¢ disponible, y asi obtener el L;-sentimiento sobre G,y
en el instante de tiempo ¢, que denotaremos por S, k), y formalmente describimos
mediante la siguiente ecuacion:

Nt
S,(A.k)=Y B.S, . (A,k) 2]
n=l1

Al igual que en la ecuacion [1], los pesos B, determinan la manera en que son agrega-
dos los valores de sentimiento para cada documento. Por ejemplo, si se considera g, =
1/card(D,,), esta ponderacion da mas relevancia a los documentos de menor longitud.
(card(D,,s) es la cardinalidad de D, , esto es el nUmero de términos que lo componen.)

Se obtiene de esta manera una serie temporal de valores de sentimiento, o un indicador
de sentimiento, {S,:t =1, ..., T}, basado en el lexicon L, que define un sentimiento
especifico sobre el sujeto G,. Variaciones de este indicador de sentimiento (basado
en léxico L,) para G, se pueden obtener aplicando cualquier filtro F a la serie S, y asi
obtener una nueva serie indicatriz {F (S) : t = 1, ... T}. Por ejemplo, si se aplica una
media mévil se obtendra una version suavizada de la serie de sentimientos original. En
la figura 1 se muestran ejemplos de activos financieros (stock de la compafiia Facebook
y la tasa de cambio USD/JPY) con indicador de sentimiento (en azul) sobrepuesto al

FIGURA 1
PRECIO DE FACEBOOK Y USD/JPY (EN NEGRO) SOBRE UN INDICADOR DE SENTIMIENTO COMPUESTO (EN AZUL)

Fuente: Cortesia de Acuity Trading Inc.



precio (negro). El indicador de sentimiento es una combinacién de positivo y negativo,
elaborado por la empresa Acuity Trading Inc.

2.4. Modelizaciéon

Existen basicamente dos enfoques para la modelizacién: utilizar los indicadores de sen-
timiento como informacién exégena que alimentamos a nuestros modelos de pronds-
tico, y se comprueba su relevancia para pronosticar movimientos de precios, retornos
de precios u otras estadisticas del precio; o utilizarlos como criterios para seleccionar
los sujetos (objetivos) de las noticias, que en nuestro caso de interés serdn compafias
cotizadas, y formar una cartera. Algunos ejemplos escogidos de la gran cantidad de
investigaciones publicadas sobre el tema de la prediccién y la gestién de carteras con
analisis de sentimiento de textos son (Arias, Arratia y Xuriguera, 2013; Baker y Wurgler,
2007; Beckers, Kholodilin y Ulbricht, 2017; Heston y Sinha, 2017; Loughran y McDo-
nald, 2011; Tetlock, 2007; Tetlock, Saar-Tsechansky y Macskassy, 2008; Uhl, Pedersen y
Malitius, 2015). En la seccién tercera damos un ejemplo (académico) de cémo utilizar
indicadores de sentimiento para generar sefiales de inversion.

Para un tratamiento mas extenso de los bloques de construccidn para producir modelos
de pronodstico basados en datos textuales descritos en esta seccién consulte (Algaba et
al., 2020), y el tutorial para el paquete de R sentometric en (Ardia et al., 2019).

3. NEGOCIACIONES BURSATILES CON SENTIMIENTO

Comencemos por recordar una regla de inversion muy popular entre los analistas téc-
nicos (aquellos que se guian por patrones en las gréaficas de precios para realizar inver-
siones [Achelis, 2001]). Esta es la estrategia de cruces de medias moéviles (en notacion
M M (p), donde p es el periodo de dias sobre el que se calcula la media), que consiste
en trazar dos medias moviles sobre el precio del activo, una de corto plazo M M (c) y
otra de mediano a largo plazo M M (m), y la regla consiste en tomar posiciones largas
(comprar) cuando la media movil corta esté por encima de la larga (M M (c) > M M (m)),
o tomar posiciones cortas (vender) en caso contrario.

Nuestra idea es aplicar esta regla de inversion, no al precio, sino a un indicador de senti-
miento “bullish” (BULL) sobre el banco J.P. Morgan (NYSE:JPM), permitiendo posiciones
en corto, y durante el periodo 1 de febrero 2018 a 15 de mayo 2020. Este indicador
BULL se ha construido a partir de un diccionario de términos financieros con carga
sentimental positiva. La media movil corta que utilizamos es un M M (10) y la larga un
M M (25), y contrastamos nuestra estrategia con la estrategia basica de no hacer nada,
es decir “comprar-y-mantener” (“buy-and-hold”). La tabla 3 presenta los resultados
de nuestra estrategia (MAX) y de “comprar-y-mantener” (BH) en términos de: retorno




acumulado (un 88% para nuestra estrategia contra un -14% para BH, debido en buena
parte por tomar posiciones cortas en el momento de la crisis bursatil ocasionada por
la COVID-19); retorno anualizado; cociente de Sharpe (anualizado); volatilidad (anuali-
zada); caida porcentual maxima y de longitud maxima.

TABLA 1.

RESULTADOS DE TRADING CON SENTIMIENTO BULL SOBRE JPM CONTRA “COMPRAR-Y-MANTENER” (BH)

MAXx BH
Retorno Acum. 0.8866467 -0.14067188
Retorno Anual 0.3246418 -0.06493845
Cociente de Sharpe (anual.) 0.9167684 -0.18304064
% veces ganancia 0.5106383 0.50531915
Volatilidad (anual.) 0.3541154 0.35477613
Caida % max. -0.2603982 -0.42870098
Longitud caida max. 284 149

Fuente: Elaboracién propia con el software R.

FIGURA 2
RETORNO ACUMULADO Y CAIDA MAXIMA DE LAS ESTRATEGIAS DE INVERSION MAX (NEGRO) Y BH (ROJO)
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Fuente: Elaboracién propia con el software R.



CAPITULO VI: Predicciones financieras basadas en analisis de sentimiento de textos y mineria de opiniones

Es evidente que nuestra estrategia de inversion sentimental en JPM gana por goleada
a una actitud pasiva. En la figura 2 se muestran la evolucién del retorno acumulado y
caidas de las estrategias MAx y BH. En la figura 3 se pueden observar los puntos de
cruces de las medias méviles M M (10) y M M (25) para JPM en el periodo considerado

de inversién.

FIGURA 3

CRUCES DE M M (10) (AZUL SEGMENTADA) Y M M (25) (ROJO CONTINUA) PARA JPM
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Fuente: Elaboracion propia con el software R.

4. PROPIEDADES EMPIRICAS DE LOS INDICADORES DE SENTIMIENTO

En esta seccion se presentan algunas de las propiedades empiricas mas notables obser-
vadas sobre los indicadores de sentimiento publico construidos en distintos contextos.
Sirvan estas observaciones de orientacién para una mejor comprensién de los datos, su

potencial predictivo y utilidad en la construccion de modelos de pronéstico o sistemas
de inversién.

Antes debemos advertir que, seguin un estudio realizado por Kumar y Lee (2006), estas
propiedades empiricas de los indicadores de sentimiento parecen ser causados por y
afectar principalmente a los inversores minoristas. Porque se acepta que los inversores
institucionales son mas racionales en la toma de decisiones de inversién basadas en




informaciéon publica (no por poseer una psique mas estable, menos emocional, sino
mas bien y en gran parte debido a una mayor automatizacién de sus procesos de
negociacién y toma de decisiones, lo cual minimiza la intervencién del factor humano
en estos eventos). En consecuencia, es el inversor minorista quien se ve mas afectado
por el tono del sentimiento en las noticias financieras y mas propenso a actuar en
consecuencia, lo que hace que los precios de las acciones se desvien de sus valores
fundamentales. Por lo tanto, el andlisis del sentimiento de los textos financieros y sus
aplicaciones tiene méas sentido en los mercados con una alta participaciéon de inversores
minoristas (principalmente de economias desarrolladas, como EE. UU. y Europa), en
contraposicién a los mercados emergentes. En estos mercados desarrollados, los inver-
sores institucionales aun podrian explotar las desviaciones de los precios de las acciones
de los valores fundamentales debido al comportamiento de los inversores minoristas
impulsado por las noticias.

Listamos y comentamos a continuaciéon aquellos hechos observables mas comunes
para un amplio espectro de indicadores de sentimiento en el &mbito financiero.

4.1. Correlacion entre el volumen de noticias y volatilidad del precio

Cuanto mas noticias hay sobre una empresa cotizada, mayor sera la volatilidad del pre-
cio de su accién en el mercado.

Esta dependencia entre el volumen de noticias y volatilidad de precios se ha observado
para varias empresas cotizadas, en distintos mercados y utilizando diferentes fuentes
de texto. Por ejemplo, esta relacion se ha observado con mensajes extraidos de Twitter
sobre empresas que aparecen en el S&P 500 por Arias, Arratia y Xuriguera (2013). Adi-
cionalmente, Aouadi, Arouri y Teulon (2013), Dimpfl y Jank (2015), y Hamid y Heiden
(2015) demuestran que para diferentes mercados de valores (Francia, S&P 500, Dow
Jones) el volumen de busquedas en Google (o “Google Trends”), tomado como indica-
dor de atencién sobre una compania o tema econémico, tiene poder predictivo de la
volatilidad del mercado (en el sentido de una relacién causa-efecto). Méas recientemente
Arratia y Lépez (2020) demostraron esta relacion causal del volumen de busquedas en
Google sobre bitcoins y el precio de las cripto-monedas de mayor liquidez.

4.2. Mayor volumen de noticias alrededor de las fechas de publicaciéon
de beneficios

El volumen de noticias sobre una empresa tiende a aumentar significativamente en los
dias cercanos a la publicacién de beneficios obtenidos por la empresa (informes perié-
dicos, usualmente trimestrales, de obligatoriedad por ley). Este hecho ha sido reportado
y analizado por Tetlock, Saar-Tsechansky y Macskassy (2008) para las noticias que apare-
cen en el Wall Street Journal'y el Dow Jones Newswires entre 1980 y 2004, para empre-
sas listadas en el indice S&P 500. En su estudio los autores elaboraron un histograma



que describe la relacién entre el nUmero de noticias especificas sobre la empresa y el
numero de dias desde (respectivamente, hasta) el Ultimo (respectivamente, préximo)
anuncio de beneficios de la empresa, observando una mayor concentraciéon en los regis-
tros cercanos a las fechas de beneficios, que se representan por el O del histograma.
Este hecho lleva a sugerir a los autores una posible relacién de dependencia estadistica
entre las noticias especificas sobre una empresa y los fundamentales de la empresa.

Hemos reproducido este andlisis con datos actuales, para corroborar (y actualizar) las
observaciones de Tetlock, Saar-Tsechansky y Macskassy (2008) (figura 4). En nuestra
version consideramos todas las noticias de empresas cotizadas en el S&P 500 que se
publican en el Dow Jones Newswires desde 2012 a 2019. Sin embargo, consideramos
que el efecto de las noticias en el comportamiento de los mercados financieros es de
corto alcance vy, por tanto reducimos el intervalo de anélisis a 25 dias antes y 25 dias
después de la publicacion de beneficios.

El dia de publicacién de beneficios se representa en el 0. Para cada noticia correspon-
diente a una empresa, se calcula el nimero de dias hasta el proximo reporte de bene-
ficios, o el niUmero de dias después del Gltimo reporte de beneficios por esa empresa.
Cada noticia contribuye solamente una vez al volumen de noticias en dia ¢ € [-25, 25],
antes o después del reporte de beneficios (y no dos veces como en (Tetlock, Saar-
Tsechansky y Macskassy, 2008)), y se realiza un boxplot de este volumen para cada
periodo ¢ de dias.

FIGURA 4

VOLUMEN DE NOTICIAS PUBLICADAS EN EL DOW JONES NEWSWIRES, DESDE 2012 A 2019, ALREDEDOR
DE DIAS DE ANUNCIO DE BENEFICIOS PARA EMPRESAS COTIZADAS EN EL S&P 500

Fuente: Elaboracién propia.




En todos los periodos, la distribucidon del nimero de noticias es muy asimétrica
(todas las medias son mas grandes que las medianas) y sus colas son pesadas por la
derecha, excepto en el dia que se hacen publicos los beneficios, donde parece mas
simétrica. En esta nueva grafica podemos ver que el aumento mas destacado en el
volumen de noticias es el dia exacto de publicacién de beneficios, y el dia inmedia-
tamente posterior también tiene un aumento anormal con respecto al resto de la
serie de volumenes, lo que indica un aumento de noticias después de los hechos.
Por lo demdas se observa una estacionalidad semanal, seguramente debido a que el
numero de noticias depende del dia de la semana, con menos volumen los fines de
semana. El nimero de observaciones extremas cada dia es pequefio: como maximo
cinco empresas superan el limite estandar (1,5 veces el rango intercuartilico) para
declarar el valor como un “valor atipico”. Entonces, no podemos concluir de nuestra
representacion de la cobertura de los medios sobre los anuncios de beneficios que los
sentimientos en las noticias pueden pronosticar indicadores fundamentales de una
empresa (por ejemplo, precio-beneficios, precio-valor-libro, etc.) como se concluye en
(Tetlock, Saar-Tsechansky y Macskassy, 2008), excepto quizas por las pocas empresas
mas populares en las noticias, los valores atipicos en nuestra gréafica. Sin embargo,
especulamos que el sentimiento en las noticias después de las publicaciones de bene-
ficios es el tipo de informacién Util para operar en corto, tal como ha sido considerado
por Engelberg, Reed y Ringgenberg (2012).

4.3. Sentimientos de orientacién negativa estan mas vinculados
a movimientos en los mercados financieros que los sentimientos
de orientacién positiva

Este hecho se ha observado para varios mercados y empresas cotizadas en distintos
sectores industriales. Algunas fuentes donde se han reportado ejemplos de este fené-
meno son (Arias, Arratia y Xuriguera, 2013; Loughran y McDonald, 2011; Tetlock,
Reed y Ringgenberg, 2008) y (Chan, 2003), aunque este Ultimo usa datos fisicos de
la prehistoria de internet. Alli se observa que esta mayor frecuencia en la dependencia
entre negatividad y mercados es mas evidente cuando se trata de empresas de media y
pequena capitalizacion.

4.4. Mayor efecto de los sentimientos sobre las companias de capitalizaciéon
media y pequeina

Este hecho se sugiere y es analizado por Chan (2003). Esta relacionado con el hecho
de que son los inversores minoristas quienes principalmente negocian en funcién del
sentimiento de las noticias, y este tipo de inversores no mueven acciones de empresas
de gran capitalizacion, un hecho que se argumenta extensamente en (Kumary Lee,
2006).



5. HERRAMIENTAS PARA LA INFERENCIA ESTADISTICA

Para inferir algunas propiedades de los datos, Utiles en la modelizacién de predictores,
yendo més alld de la pura estadistica descriptiva, es deseable tener a mano y poner en
practica un conjunto de contrastes estadisticos que desglosen las posibles relaciones
entre los indicadores de sentimiento y las variables a predecir. En las préximas secciones
pasamos revista a esos contrastes mas utilizados en la inferencia de propiedades de las
series temporales de nuestro interés.

Ejemplos de aplicaciéon de estos contrastes estadisticos para determinar las posibles
relaciones entre los indicadores de sentimiento de noticias y variables financieras se
encuentran en los trabajos (Mendoza, 2018) y (Arratia y Lopez, 2020).

5.1. Estacionaridad

En el contexto de variables econémicas o sociales, se deberian intercambiar? normal-
mente observamos Unicamente una realizacién del proceso estocéstico subyacente que
define estas variables. No es posible obtener muestras sucesivas o realizaciones inde-
pendientes de dicho proceso. Para poder estimar las caracteristicas “transversales” del
proceso, como su media y su varianza, debemos asumir a partir de su evolucién “longi-
tudinal” que las propiedades transversales (distribucién de las variables en cada instante
en el tiempo) son estables en el tiempo. Esto conduce al concepto de estacionaridad.

Un proceso estocastico (serie temporal) es estacionario (o estrictamente estacionario)
si las distribuciones marginales de todas las variables son idénticas y las distribuciones
finito-dimensional de cualquier conjunto de variables dependen solo de la longitud de
los retrasos que las separan. En particular, si la varianza es finita, la media y la varianza
de todas las variables son las mismas. Mas aun, la distribucion conjunta de cualquier
conjunto de variables es invariante por traslaciones (en el tiempo).

En general, estacionaridad estricta es una condicién muy fuerte y dificil de verificar en
la practica, ya que se han de tener las distribuciones conjuntas para cualquier conjunto
de variables dadas por el proceso. Nos conformamos entonces con una versién débil de
estacionaridad, a saber, que sean invariantes por traslaciones temporales el primer y
segundo momento de la distribucién. Una serie temporal es débilmente estacionaria si
EX, es constante y EX,.,X; solamente depende de 4.

La estacionaridad de una serie temporal puede ocasionalmente ser evaluada mediante
un contraste de Dickey y Fuller (1979). Este no es exactamente un contraste de la hipé-
tesis nula de estacionaridad, sino mas bien un contraste de la existencia de una raiz
unitaria en un proceso autoregresivo. La hipdtesis alternativa es que el proceso, o bien
es estacionario, o que es estacionario en tendencia (i.e., estacionario después de remo-




verle la tendencia). Es importante tener en cuenta que la aplicacién del contraste de
Dickey-Fuller asume implicitamente que el proceso observado se rige por un modelo
autoregresivo. Asi que se debe al menos realizar previamente un contraste de autore-
gresion tipo ACF o PACF a los datos (cf. (Arratia, 2014, Ch. 2)).

5.2. Independencia

Antes de usar cualquier indicador como predictor, es importante determinar si existe
alguna dependencia, en un sentido estadistico, entre el objetivo Y y el predictor X.
De todos los contrastes estadisticos de dependencia existentes nuestro predilecto es el
(relativamente nuevo) contraste basado en correlaciones de distancias, concebido por
Székely et al. (2007).

Dadas dos variables aleatorias X e Y (posiblemente multivariadas), la correlacion de
distancias entre X e Y se calcula a partir de una muestra (X,, 1)), ..., (X,, ¥,), mediante
el siguiente esquema:

m Calcular la distancia euclidea entre todos los pares de observaciones de cada vector
de muestras, X;— X,y Y, — Y, 1 <i j < n, para asl obtener 2 matrices n x n de dis-
tancias, una por cada vector.

m Centrar doblemente cada elemento de la matriz de distancia: a cada elemento restar
la media de su fila y la media de su columna, y sumar la media de la matriz.

m Finalmente, calcular las covarianzas de las n? distancias centradas.

La correlacion de distancias se obtiene al normalizar las covarianzas anteriores de tal
forma que cuando X = Y el resultado es 1. Se puede demostrar que cuando n — o,
las covarianzas de las distancias convergen a 0 si y solamente si los vectores X e ¥ son
independientes.

A partir de esta somera descripcion que hemos dado, deben ser obvios los puntos
fuertes de la correlacién de distancias, a saber: (1) caracteriza independencia; (2) se
puede calcular para vectores numéricos, no Unicamente para escalares; (3) al basarse en
distancias, X e Y pueden tener dimensiones diferentes; (4) es invariante por rotaciones.

El contraste de independencia consiste en probar la hipdtesis nula de cero correlacion
de distancias. Los p valores se obtienen mediante técnicas de bootstrap. El paquete
energy de R (Rizzo y Szekely, 2018) incluye las funciones dcor y dcor.test para calcular
la correlacion de distancias y el correspondiente contraste de independencia.



5.3. Causalidad de Granger

Es también importante evaluar la posibilidad de causalidad (y no solo dependencia) de
un proceso aleatorio X; hacia otro proceso aleatorio ¥,. En nuestro caso X, es un indica-
dor temporal de sentimiento e Y, la serie de retornos del precio de un activo, o cualquier
otro estadistico del precio que deseamos predecir. La idea béasica de causalidad se debe
a Granger (1969), quien la formulé de la siguiente manera: X, causa Y, si ¥, se puede
predecir mejor utilizando la informacién del pasado de X, junto con el pasado de ¥, que
con solamente el pasado de ¥,. Formalmente se ha de considerar un modelo bivariado
de autoregresién sobre X,y Y, con ¥, dependiente de los pasados de X,y ¥,, junto con
un modelo lineal autoregresivo solo para Y, y probar la hipétesis nula de “X; no causa
Y", lo cual significa probar que todos los coeficientes que acompafan las observacio-
nes pasadas de X; en el modelo bivariado autoregresivo son cero. Bajo la presuncion
de que los datos tienen una distribucion normal, se puede evaluar esta hipdtesis nula
mediante un F-test. Este modelo vectorizado de autoregresion para probar la causali-
dad de Granger se debe a Toda y Yamamoto (1995), y tiene la ventaja de funcionar bien
aun en presencia de series no estacionarias. Para mayor detalle y ejemplos de aplicacio-
nes en series temporales financieras ver (Arratia, 2014, Ch. 3).

Existen otras propuestas mas recientes para probar causalidad entre series temporales
basados en métodos no paramétricos, métodos de kernel y teoria de la informacion,
entre otros, que hacen frente a la no linealidad y no estacionariedad, pero sin tener en
cuenta la presencia de informaciéon secundaria (causalidad condicional), ver p. gj. (Diks
y Wolski, 2015; Marinazzo, Pellicoro, y Stramaglia, 2008; Wibral et al., 2013). Para un
contraste no paramétrico de causalidad condicional, ver (Arratia, Cabafay Seres, 2016).

5.4. Seleccion de variables

El andlisis de causalidad revela cualquier relacién causa-efecto entre los indicadores
de sentimiento y cualquiera de las funciones del precio de los activos financieros que
tengamos como objetivo a predecir. El siguiente paso es analizar estos indicadores
de sentimiento, individualmente o en conjunto, como variables independientes en un
modelo de regresion para cualquiera de las variables financieras. Una razén fundamen-
tal para poner las variables juntas podria ser, al menos, lo que podrian tener en comuin
semanticamente. Por ejemplo, juntar en un modelo de regresién todas las variables
gue expresan un sentimiento pesimista hacia el mercado (bearish), o todas aquellas que
expresan un sentimiento optimista (bullish).

No obstante, en un periodo de tiempo determinado, no todas las variables de uno de
estos grupos pueden causar tanto a la variable objetivo como a algunas del grupo, y
su adicion en el modelo podria agregar ruido en lugar de informaciéon de valor. Por
tanto, conviene tratar con un modelo de regresién que discrimine la importancia de las
variables.




Aqui es donde entonces proponemos implementar una regresion LASSO con todas las
variables bajo consideracién que potencialmente expliquen (causen) la variable obje-
tivo. El método LASSO, debido a Tibshirani (Tibshirani, 1996), optimiza el error cuadra-
tico medio entre la variable objetivo y la combinacién lineal de los regresores, sujeto a
una penalizacién de tipo L, sobre los coeficientes de los regresores, lo que equivale a
eliminar aquellos que son significativamente pequefos, eliminando asi aquellas varia-
bles que aportan poco al modelo. LASSO no tiene en cuenta las posibles dependencias
lineales entre los predictores, que pueden dar lugar a inestabilidades numéricas, por lo
gue recomendamos la verificacion previa de las posibles correlaciones entre las variables
aincluir en la regresion, descartando una de cada par de variables que estén altamente
correlacionadas. Alternativamente, se puede intentar agregar una penalizacion de tipo
L, en los coeficientes de los regresores, lo que conduce a una red eléstica (elastic net).

6. GUIA DE SOFTWARE

Se dan aqui algunas sugerencias de software desarrollado en los lenguajes R y Python
para el andlisis de sentimiento de textos.

R

En la actualidad existen varias funciones integradas en diversos paquetes de R para ana-
lizar el sentimiento en un documento y construir indicadores de sentimiento. A conti-
nuacién, hacemos una breve revision de las herramientas a disposicién en R, disefadas
exclusivamente para el analisis de sentimientos en textos. Esta lista no es de ninguna
manera exhaustiva, ya gue continuamente se publican nuevas actualizaciones debido al
creciente interés en el campo. Ademas otras herramientas de andlisis de sentimientos
ya estan incluidas implicitamente en paquetes de mineria de textos mas generales como
tm (Meyer Hornik y Feinerer, 2008), openNLP (Hornik, 2019) y gdap (Rinker, 2020). De
hecho, muchos de los paquetes actuales especificos para el andlisis de sentimiento
tienen una fuerte dependencia en los paquetes de mineria de textos antes menciona-
dos, como también en otros paquetes pertenecientes a la CRAN Task View on Natural
Language Processing*.

SentimentAnalysis (2019-03): disefiado para el analisis de sentimiento de textos basado
en diccionarios. El paquete contiene varios diccionarios generales (p. €j. Harvard 1V),
o especificos del lenguaje financiero (como el diccionario recopilado por Lougran-
McDonald), y permite la creaciéon de diccionarios propios. Para esto Ultimo incorpora
una rutina de regularizacién LASSO, como herramienta estadistica para seleccio-
nar términos relevantes basado en variables caracteristicas de contexto (Feuerriegel y
Proellochs, 2019).

4 https://cran.r-project.org/web/views/NaturalLanguageProcessing.html



RSentiment (2018-07): sirve para analizar el sentimiento de una oracién en inglés y
asignar una valoracion correspondiente al nivel del sentimiento. Puede clasificar oracio-
nes en las siguientes categorias de sentimientos: Positivo, Negativo, Muy Positivo, Muy
Negativo, Neutral. Para un vector de oraciones, cuenta el nimero de oraciones en cada
categoria de sentimiento. Al calcular la valoracion, se tienen en cuenta los cambiadores
de valencia (Bose, 2018).

sentimentr (2019-03). disefiado exclusivamente para calcular la polaridad en el senti-
miento en un texto (Rinker, 2019).

sentometrics (2019-117): un sistema integrado para la construccion y agregacion de
series temporales de sentimiento textual. Contiene todas las funciones necesarias
para implementar cada una de las etapas del proceso descrito en la seccién 2 para
crear modelos de prediccién basados en el sentimiento extraido de las noticias (Ardia
etal, 2019).

quanteda (20719-71): disefado para realizar anélisis cuantitativo de datos textuales
(Benoit y et al., 2019).

syuzhet (2017): sirve para extraer sentimiento y graficar el arbol de derivaciéon de sen-
timiento de textos (Jockers, 2017).

Python

Para los programadores de Python, también hay una gran cantidad de opciones para
el andlisis de sentimientos. De hecho, una blsqueda rapida de “Sentiment Analysis”
en el indice de paquetes de Python (PyPI)> devuelve alrededor de 6000 registros. Aqui
incluimos una lista reducida de los médulos méas relevantes.

Vader: Valence Aware Dictionary for sEntiment Reasoning es un modelo basado en
reglas (Hutto y Gilbert, 2014), principalmente entrenado en el andlisis de textos sociales
(por ejemplo, textos de medios sociales, resefias de peliculas, etc.). Vader clasifica las
oraciones en tres categorias: positivas, negativas y neutrales, con valores que represen-
tan las proporciones de las partes del texto que caen en cada categoria (la suma es 1 o
cercana). También proporciona una valoracién compuesta que se calcula sumando los
valores normalizados de cada palabra en el [éxico®. Una implementacion de Vader se
encuentra en la libreria de uso general para el Procesamiento Natural del Lenguaje nltk.

TextBlob: para cualquier texto (en inglés) la libreria TextBlob” provee de funciones para
calcular el sentimiento en términos de polaridad, con valores continuos en [—1, 1],

> https:/pypi.org/
5 https://github.com/cjhutto/vaderSentiment\#about- the-scoring
7 https://textblob.readthedocs.io/en/dev/quickstart.htmN\#sentiment-analysis




y subjetividad, con valores en [0, 1]. Para los valores de subjetividad, 0 significa muy
objetivo y 1 es muy subjetivo.

Pattern: es un paquete multipropdsitos para mineria de la web, tareas de procesa-
miento natural de lenguaje (NLP, en inglés), aprendizaje automatico y anélisis de redes.
El sentimiento se estima como combinacién de polaridad y subjetividad, y estos se pue-
den obtener a nivel de documento o de palabras (Smedt y Daelemans, 2012).

pycorenlp: provee de una interface para la libreria en Java de la Standford CoreNLP de
la cual hereda varias funcionalidades®. La lista completa de las funciones en el coreNLP
pueden verse en el sitio web?®.
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